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Resumen

El estudio de las precipitaciones, permite definir e implementar estrategias en diferentes zonas. El objetivo de
esta investigación fue conocer la variabilidad de las precipitaciones en la ciudad de Chachapoyas. Para ello, se
contó con dos bases de datos, la del Instituto de Investigación para el Desarrollo Sustentable de Ceja de Selva
(INDES-CES) y la del Servicio Nacional de Meteorología e Hidrología del Perú (SENAMHI). Se hizo un análisis
exploratorio de los datos, obteniendo datos atípicos, relacionados con los vacíos en la base del INDES-CES. Se
aplicó una regresión lineal, para poder completar los vacíos en la data del INDES-CES. Con las bases de datos
completas, se realizó un análisis de series temporales y predicciones con un modelo auto regresivo de media móvil
(ARMAR). El completado de datos, fue un éxito, con un 98.7% de ajuste. Se puede concluir que hay dos patrones
muy marcados relacionados con las épocas lluviosas (noviembre a abril) y secas (mayo a octubre).

Palabras clave: Datos atípicos, estacionalidad, Andes, Amazonas.

Statistical determination of wet and dry seasons in the city of Chachapoyas for the period 2014-2018

Abstract

The study of rainfall, allows to define and implement strategies in different areas. The objective of this research
was to know the variability of rainfall in the city of Chachapoyas. For this purpose, two databases were used, one
from the Research Institute for the Sustainable Development of Ceja de Selva (INDES-CES) and the other from the
National Meteorology and Hydrology Service of Peru (SENAMHI). An exploratory analysis of the data was made,
obtaining atypical data, related to the gaps in the INDES-CES database. A linear regression was applied in order
to fill in the gaps in the INDES-CES data. With the complete databases, a time series analysis and predictions were
made with a moving average auto-regression model (ARMAR). The completion of the data was a success, with a
98.7% adjustment. It can be concluded that there are two very marked patterns related to the rainy (November to
April) and dry (May to October) seasons.

Key words: Atypical data, seasonality, Andes, Amazonas.

1. Introducción

Varios factores influyen en la variación climática, al ser producto de diferentes eventos meteorológicos
dados en diferentes escalas espaciales y temporales (días, meses, estaciones, años). La estacionalidad
dada por periodos húmedos y secos, es uno de los fenómenos climáticos que más impacto causa en
actividades como, por ejemplo, la generación de energía hidroeléctrica (Luce et al., 2016; Olsson et al.,
2017).

Tener un buen conocimiento de la distribución espacial y temporal de la precipitación es fundamental
para una correcta caracterización de la respuesta hidrológica en una cuenca de drenaje. Aun así, son
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escasos los estudios sobre variabilidad de precipitación en cuencas de montaña en Sudamérica, y es-
pecialmente en los Andes (Sarricolea-Espinoza y Romero-Aravena, 2015). Se trata de cuencas de gran
interés para la correcta gestión de los recursos hídricos, al ser cabeceras de cuenca y generar la mayor
parte de la aportación de las grandes cuencas. Algunos estudios han puesto de manifiesto la relación entre
la distribución espacial de la lluvia y la altimetría (Llasat et al., 2016), mostrando que existe un gradiente
hipsométrico positivo sólo hasta cierta altura, llamado punto crítico de inversión, a partir de la cual el
gradiente disminuye. En la cuenca de Reynolds Creek de unos 234 km2, situada en el estado de Idaho de
los Estados Unidos, Johnson y Hanson (1995) calcularon un gradiente de 0.6 mm/m entre 1200 y 2000
m.s.n.m. Sin embargo, otros estudios han mostrado que la altitud no es el único factor explicativo de la
variabilidad de la precipitación, ya que en muchos casos también influyen la pendiente, la exposición,
la orientación e incluso la distancia al mar (Blanchet et al., 2018; Pereira et al., 2016). Spreen (1947),
demostró que estos factores explicaban el 88% de variabilidad de la precipitación en Colorado y que, de
entre ellos, la altitud solo explicaba el 30%. Por otro lado, está Japón o Corea, donde por la cercanía al
mar, el efecto Foehn es importante, a mayor exposición a los vientos dominantes, la precipitación regis-
trada es también mayor (Tang et al., 2002; Um et al., 2016). En Nueva Zelanda, se registró un gradiente
espacial de precipitación de +5,3% por km en los 20 km que separan la franja costera de la cordillera de
los Alpes Neozelandeses (Sattler et al., 2016). Otro estudio realizado en el Himalaya, también puso de
manifiesto un gradiente altitudinal y de orientación (Basistha et al., 2008). La heterogeneidad espacial
de la precipitación también se ve influenciada por el tipo del evento lluvioso, como es el caso de las
precipitaciones de tipo conectivo.

Es por ello que, un buen análisis climático necesita que los datos meteorológicos existentes sean una serie
temporal de datos continuos, homogéneos y que abarquen el máximo intervalo temporal posible (Sun et
al., 2018). Una gran parte de esas series de datos tienen lagunas de información debido a diferentes
motivos, como la interrupción de las lecturas, los fallos en los instrumentos de medida, errores asociados
a cambios en las condiciones de medición, errores de transcripción, entre otros (Feng et al., 2004). Es por
ello, que estos análisis presentan el inconveniente inicial de plantearse el relleno de esos huecos y he aquí
el gran problema de cómo se deben rellenar esos vacíos (Sahin y Cigizoglu, 2010). Esto es importante,
porque con el completado se van a generar nuevos valores para las series que no han sido medidos por
ningún instrumento, y si esos valores calculados no son realistas, las conclusiones de cualquier análisis
que se realice sobre esos datos serán erróneas (Teegavarapu y Chandramouli, 2005).

Existen diferentes métodos o técnicas para el completado de datos faltantes, sin embargo existe poca
bibliografía especializada en este tema para el área de la Meteorología o Climatología (Di Piazza et
al., 2011). Los vacíos de datos en un registro meteorológico se pueden rellenar o completar mediante
técnicas que combinen el conocimiento de la evolución de cada variable meteorológica (Suhaila et al.,
2008), de sus relaciones con las registradas en el entorno, y de su relación con otras variables registradas
bajo las mismas condiciones (Gul et al., 1998). Por tanto, se puede hacer uso del conocimiento físico
de la variable y sus relaciones, así como de técnicas de interpolación y estadísticas (Hutchinson, 1995;
Joyce et al., 2004; Teegavarapu y Chandramouli, 2005).

Los valles y cuencas altoandinas de Chachapoyas, se caracterizan por el gran desarrollo de la ganadería
y la agricultura, así como un potencial para la generación de energía hidráulica, para sustentar el gran
crecimiento de la ciudad de Chachapoyas, que ha sido exponencial en la última década. Es por ello que
la disponibilidad hídrica es realmente importante para estas actividades (Padilla, 2016). Viendo estas
razones, es necesario analizar estadísticamente los patrones de precipitación pluvial. Sin embargo en la
zona de Chachapoyas, muchas estaciones meteorológicas cuentan con grandes vacíos de información.
Por tanto, para el estudio de las precipitaciones, se realiza un completado de datos de las estaciones
existentes, y con estos se elaboran series temporales, tanto para determinar los patrones de estacionalidad,
como para realizar predicciones. Esto permite contribuir al conocimiento meteorológico de la zona, y así
se podrán tomar las medidas necesarias para una gestión ideal de actividades como la agricultura y la
energética.
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2. Material y métodos

2.1. Zona de estudio

La provincia de Chachapoyas se localiza en el sur del departamento de Amazonas, en el Noreste de
Perú. Limita al este con la provincia de Rodríguez de Mendoza y el departamento de San Martín, al sur
con el departamento de La Libertad, al oeste con la provincia de Luya y el departamento de Cajamarca,
y al norte con la provincia de Bongará y el departamento de San Martín (figura 1). Se caracteriza por
tener un rango altitudinal entre los 2000 y 3000 m.s.n.m., con temperaturas suaves a lo largo del año
(Mendoza-Mestanza et al., 2018; Oliva et al., 2017).

Fig. 1: Ubicación de la Ciudad de Chachapoyas

2.2. Estaciones meteorológicas

La información utilizada es parte del registro de datos meteorológicos monitoreados por las dos es-
taciones meteorológicas que existen dentro de la misma ciudad de Chachapoyas, una del Instituto de
Investigación para el Desarrollo Sustentable de Ceja de Selva (INDES-CES), y la otra del Servicio Na-
cional de Meteorología e Hidrología del Perú (SENAMHI). Los datos registrados fueron desde enero de
2014 a diciembre de 2018, ya que la estación del INDES-CES empezó su funcionamiento en 2014.

2.3. Determinación de datos atípicos

Con el propósito de identificar datos atípicos en los datos de precipitaciones en este periodo y su norma-
lidad, se utilizaron dos tipos de gráficos, un diagrama de cajas y bigotes, así como un histograma. Se ha
realizado usando el paquete estadístico R (R Core Team, 2019).

2.4. Relleno de datos con el método de regresión lineal

El método de regresión lineal requiere series para el análisis, se decidió utilizar dos series completas,
una de cada estación, sin los valores de cero y los datos ordenados. Previamente, se han realizado las
pruebas de correlación para determinar si los datos a usar son adecuados para realizar la regresión lineal.
Tras la regresión lineal, se realizó una ANOVA para comprobar si la regresión es válida y los gráficos del
cumplimiento de los supuestos del modelo. Todos estos análisis, se ha realizado por cada estación. Todo
ello usando el paquete estadístico R (R Core Team, 2019).
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2.5. Determinación de patrones de precipitaciones con series temporales

Se determinó la estacionalidad de las precipitaciones en el periodo 2014-2018, con el análisis de se-
ries temporales. Este análisis, se realizó para las dos bases de datos. Se ha realizado usando el paquete
estadístico R (R Core Team, 2019).

2.6. Predicciones de precipitaciones mediante el método ARMAR

Gracias a las series temporales obtenidas se pueden hacer predicciones, para ello, se usó el método
ARMAR, a través del paquete estadístico R (R Core Team, 2019).

3. Resultados y discusiones

3.1. Determinación de datos atípicos

Del análisis de los diagramas se observó que toda la data de la estación del INDES, presenta varios va-
lores atípicos, sobre todo en el año 2015, con valores cercanos a los 75 mm de precipitaciones (figura 2).
Los datos no se distribuyen de forma normal, siendo más típico los datos del primer cuartil, esto pasa en
todos los años del periodo de estudio.

Fig. 2: Gráfico de cajas y bigotes de los datos de la estación del INDES.

Del análisis de los diagramas se observó que toda la data de la estación del SENAMHI, presenta varios
valores atípicos, sobre todo en el año 2018, con valores cercanos a los 75 mm de precipitaciones (figu-
ra 3). Los datos no se distribuyen de forma normal, y tienen un comportamiento igual que la estación del
INDES.

Al comparar todos los datos, se puede observar que los años 2015 y 2018 fueron los que registraron
un valor atípico más alto. Sin embargo, eso no confirma que sean los años más lluviosos, para ello es
necesario ver las series temporales y la cantidad de precipitaciones por año (Villegas et al., 2019). El uso
de diagramas de cajas y bigotes, es muy útil en estos casos. Permite resumir de forma gráfica y concisa
la distribución de los datos, así como sus características esenciales, como la mediana, el rango entre
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cuartiles, el sesgo y la presencia de valores atípicos (Helsel y Hirsch, 2002; Wadoux et al., 2017). Los
valores atípicos detectados, no fueron eliminados de la serie, al no encontrar razones objetivas para su
descarte, lo cual es común en estos casos (Lujano-Laura y Felipe-Obando, 2015).

Fig. 3: Gráfico de cajas y bigotes de los datos de la estación del SENAMHI.

3.2. Relleno de datos con método de regresión lineal

Los datos de las dos estaciones (INDES y SENAMHI), tienen una gran correlación entre ellos (r =
0.99), por tanto, los datos de las series, por ahora, son idóneos para realizar el método de regresión
lineal (Luna-Romero y Lavado-Casimiro, 2015), aunque lo ideal es que haya más cantidad de estaciones
cercanas para que este tipo de análisis tenga más fuerza como recomiendan varios autores (Contreras et
al., 2018; Pereira et al., 2016; Sahin y Cigizoglu, 2010). En nuestro caso, la densidad de estaciones es
baja, solo dos estaciones para toda la zona del distrito de Chachapoyas, algo muy común en las zonas
Andinas (Domínguez-Castro et al., 2018).

El modelo de regresión lineal, tuvo un 98,7% de ajuste, lo que indica un porcentaje muy alto de que
el modelo sea lo más aproximado a la realidad, para ambos casos (tabla 1, figuras 4 a 8). Resultados
parecidos se obtuvieron en el río Ambi, en Ecuador, aunque en este caso se tenían cuatro estaciones
meteorológicas (Carrera-Villacrés et al., 2016). Por otro lado, que la regresión sea tan alta, se debe
principalmente a la gran cercanía entre las estaciones (Carlo et al., 2010; Olsson et al., 2017; Wen et al.,
2018).

Tabla 1: Parámetros estadísticos de las rectas de regresión de los datos de las estaciones. (p-valor<0.001,
*: altamente significativos).

Xi Yi r r2 Error p-valor
SENAMHI INDES 0.987* 0.987* 1.121 <2.2e-16*

INDES SENAMHI 0.987* 0.987* 0.773 <2.2e-16*
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Fig. 4: Diagrama de dispersión y recta de regresión, con las cuales se realizaron los pronósticos de datos
faltantes en la estación del INDES (Y=-0.668335+1.441333X).

Fig. 5: Gráficos del cumplimiento de los supuestos del modelo INDES vs SENAMHI.

Fig. 6: Diagrama de dispersión y recta de regresión, con las cuales se realizaron los pronósticos de datos
faltantes en la estación del SENAMHI.(Y=0.526563+0.684723X).
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Fig. 7: Gráficos del cumplimiento de los supuestos del modelo SENAMHI vs INDES.

Todos los gráficos de los modelos cumplen con el supuesto de aleatoriedad (primer gráfico de las figuras
5 y 7), con el supuesto de normalidad (segundo gráfico de las figuras 5 y 7), con el supuesto de homos-
cedasticidad (tercer gráfico de las figuras 5 y 7), y por último ningún dato influye negativamente en el
modelo de regresión lineal (cuarto gráfico de las figuras 5 y 7).

En cualquier caso, la regresión lineal en los registros de ambas estaciones es alta, con un coeficiente de
correlación altamente significativo. Para comprobar la calidad de los ajustes, al verificar los supuestos
de normalidad, se observó que en ambos casos muestran una asimetría hacia la derecha, lo que sugiere
que los datos no se ajustan a una distribución Normal. Al mismo tiempo, el coeficiente de determinación
observado promedio es del 98,6%, lo que ratifica la bondad del ajuste. Esto corrobora que el uso de la
regresión lineal para el completado de vacíos en los datos es un método adecuado y por tanto aceptado
(Herrera-Oliva et al., 2017; Sattler et al., 2016).

3.3. Determinación de variabilidad de precipitaciones con series temporales

Con el análisis de series temporales, se pueden comprobar los patrones de estacionalidad y la variabilidad
de las precipitaciones en los últimos años (Nielsen et al., 2014; Um et al., 2016). Sin embargo, se aprecian
más los patrones de estacionalidad en la estación del SENAMHI que en la del INDES (figuras 8 y 9).

Observando las series temporales, podemos establecer que existen patrones muy marcados de estacio-
nalidad, la cual determina las épocas lluviosas y secas de la zona de Chachapoyas. Por tanto, la época
lluviosa corresponde con los meses de noviembre a abril, con un pico en los meses de enero a marzo.
Asimismo, la época seca se da en los meses de mayo a octubre, con un valle de junio a agosto (figuras
10 y 11). Por tanto, las series temporales son un análisis idóneo para determinar los patrones de esta-
cionalidad de cualquier parámetro climatológico, como se comprueba en la gran mayoría de estudios
realizados en Perú (Olsson et al., 2017), Ecuador (Campozano et al., 2016), Chile (González-Reyes et
al., 2017), Brasil (Noriega et al., 2009), Colombia (Ventosilla et al., 2013), China (Zhao et al., 2012) o
España (Pérez y Sanz, 2000). También hay que añadir, que en Sudamérica es de gran importancia este
tipo de análisis, para conocer mejor el Fenómeno El Niño (FEN) (Lavado-Casimiro y Espinoza, 2014;
Thielen et al., 2016).
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Fig. 8: Serie temporal de la estación del INDES para el periodo de 2014 a 2018, en la ciudad de Chacha-
poyas.

Fig. 9: Serie temporal de la estación del SENAMHI para el periodo de 2014 a 2018, en la ciudad de
Chachapoyas.
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Fig. 10: Box-plots mensuales de la precipitación de la estación INDES para el periodo de 2014 a 2018,
en la ciudad de Chachapoyas.

Fig. 11: Box-plots mensuales de la precipitación de la estación SENAMHI para el periodo de 2014 a
2018, en la ciudad de Chachapoyas.

3.4. Predicciones de precipitaciones mediante el método ARMAR

Como se menciona anteriormente, las series temporales obtenidas indican que son modelos mixtos, ya
que tienen una fase estacional y otra estacionaria. Es por ello que las predicciones que se obtienen son
del tipo (0,1,1)(1,1,0) (figuras 12 a 15).

Las predicciones con el método ARMAR, nos permiten ver cómo será la variabilidad de la lluvia en
los próximos 40 días. No obstante, ambas predicciones tienen una gran incertidumbre, por lo que su
uso práctico no es aconsejado. Por ello, sería necesario seguir recolectando datos para tener mejores
predicciones, ya que las series temporales y sus usos para predicciones, suelen hacer uso de series de
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datos de 30 años hasta 70 años de datos históricos (Mazza et al., 2015; Santos et al., 2015; Wadoux et
al., 2017).

Fig. 12: Modelo Estación INDES (0,1,1)(1,1,0)

Fig. 13: Predicción de datos para la estación INDES.
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Fig. 14: Modelo Estación SENAMHI (0,1,1)(1,1,0)

Fig. 15: Predicción de datos para la estación SENAMHI.

4. Conclusiones

La ciudad de Chachapoyas, al ser una ciudad andina, tiene una gran estacionalidad en las precipitacio-
nes. Por ello, presenta una gran cantidad de valores atípicos, los cuales son necesarios para conocer su
realidad. Sin embargo, hay un problema en este tipo de regiones, la baja cantidad de datos fiables, debido
a la baja densidad de estaciones meteorológicas, dos para el caso del distrito y ciudad de Chachapoyas.
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El completado de datos para Chachapoyas, aunque usando solo dos estaciones meteorológicas, ha sido
un éxito, ya que, el completado de datos tuvo un ajuste del 99% para el modelo planteado, con lo que se
puede decir que la regresión lineal es adecuada para la evaluación realizada. Por otro lado, tras aplicar
las series temporales, se puede concluir que queda comprobada la estacionalidad de las precipitaciones,
teniendo dos épocas muy marcadas. La época lluviosa en los meses de noviembre a abril, con un pico
en los meses de enero a marzo. Y la época seca en los meses de mayo a octubre, con una disminución
de precipitación en los meses de junio a agosto. Esto es de gran ayuda para futuras investigaciones en la
zona, ya que por fin se ha demostrado dicha estacionalidad de forma estadística. Por último, tras realizar
las predicciones, estas se acercan a la realidad y son muy útiles para otras investigaciones o planes de
gestión. Aunque hay que mencionar que cuando la data tenga más tiempo, mínimo unos 20 años, mejor
serán las predicciones.
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